Diizce Universitesi Bilim ve Teknoloji Dergisi, 11 (2023) 78-88

o

e Diizce Universitesi
Bilim ve Teknoloji Dergisi

Arastirma Makalesi

Veri Olcekleme ve Eksik Veri Tamamlama Yontemlerinin Makine

Ogrenmesi Yontemlerinin Basarisina Etkisinin Incelenmesi

Mesut POLATGIL &

a Bilisim Sis ve Tek Béliimii, Sarkisla Uygulamali Bilimler Yiiksekokulu, Sivas Cumhuriyet Universitesi, Sivas,
TURKIYE
* Sorumlu yazarin e-posta adresi: mesutpolatgil@cumhuriyet.edu.tr
DOI:10.29130/dubited.948564

Oz

Teknoloji ve bilisim alanindaki yenilikler ile elde edilen verinin biiylikligi ve gesitliligi artarak bu verilerin
kaydedilmesi ve paylasiimasi da kolaylasmustir. Insan eli ile analiz edilmesi olduk¢a zor olan bu verilerin
analizinde bilgisayarlar ve oOzellikle makine Ogrenmesi algoritmalari biiyliik rol oynamaktadir. Bu analiz
siirecinde veri On igleme asamasi veri lizerinde yapilan ¢aligmalarda kilit rol oynamaktadir. Veri 6n isleme
asamasinda eksik verilerin tamamlanmasi ve veri 6l¢ekleme islemi gergeklestirilmektedir. Literatiirde eksik veri
tamamlamasi ile veri 6lgekleme yontemlerinin algoritmalar {izerindeki etkisini ayri ayri gosteren g¢aligmalar
bulunmaktadir. Fakat bu iki onemli agamanin bir arada degerlendirilmesi de gerekmektedir. Bu caligmada
Hepatoseliiler Karsinoma (HCC) hastalig1 veri seti iizerinde eksik verilerin tamamlanmasi ve veri 6l¢ekleme
yaklagimlarinin Yapay Sinir Aglari, Destek Vektor Makinalar1 ve Rassal Orman Algoritmalarinin siniflandirma
basarilarina etkisi arastirilmigtir. Arastirma sonucunda en iyi siniflandirmanin eksik verilerin tamamlanmasinda
ortalama yaklasimi kullanilmast ve min-max veri Olgeklemesi ile gerceklestigi tespit edilmistir. Ayrica
smiflandirma agisindan Rassal Orman algoritmasinin diger algoritmalara gore daha basarili oldugu tespit
edilmistir.

Anahtar Kelimeler: Eksik veri, Hepatoseliiler Karsinoma, Veri Olcekleme, Makine 6grenmesi.

Investigation of The Effects of Data Scaling and Imputation of
Missing Data Approaches on The Success of Machine Learning
Methods

ABSTRACT

With the innovations in technology and informatics, the size and diversity of the data obtained has increased and
it has become easier to record and share this data. Computers and especially machine learning algorithms play a
major role in the analysis of this data, which is very difficult to analyze by human hands. In this analysis process,
the data preprocessing stage plays a key role in studies on data. In the data preprocessing stage, the missing data
is completed and the data scaling process is carried out. In the literature, there are studies that show the effects of
missing data completion and data scaling methods on algorithms separately. However, these two important
stages need to be evaluated together. In this study, the completion of missing data on the Hepatocellular
Carcinoma (HCC) disease data set and the effect of data scaling approaches on the classification success of
Artificial Neural Networks, Support Vector Machines and Random Forest Algorithms were investigated. As a
result of the research, it was determined that the best classification was achieved by using the mean approach to
complete the missing data and min-max data scaling. In addition, it has been determined that the random forest
algorithm is more successful than other algorithms in terms of classification.
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|. GIRIS

Bilgi toplumuna gecilmesi ile birlikte, verinin tiretilerek depolanmasi ve paylasilmasini kolaylasmis ve
bilgi daha da 6nem kazanmistir. Basta bulut bilisim gibi gelisen bilisim teknolojisi aracglari ile biiyiik
veriler rahatlikla saklanabilmektedir. Bu biiyiikliikteki verilerin insan eli ile analiz edilmesi ise
oldukea giictiir. Kolaylikla saklanabilen ve ulasilabilen biiyiik verilerden anlamli bilgiler ¢ikarmak veri
madenciligi ve makine 6grenmesi yontemleri ile miimkiin hale gelmistir. Bu sayede kredi risk analizi,
dolandiricilik tespiti, miisteri analizi ve tibbi teshis gibi birgok alanda basarili sonuglar alinmasi
miimkiin olmustur. Bilisim teknolojilerinde yasanan gelismeler ile teknolojinin hayatimizdaki yerinin
artmasi kaydedilen ve saklanan veri miktarini ve gesitliligini artiracaktir. Bu durum verinin islenmesi
ve anlamli bilgiler ¢ikarilmasi noktasinda gergeklestirilen ¢aligmalarin artarak devam edebilecegini
gostermektedir. Ayrica basta saglik hizmetleri olmak iizere 6nemli alanlarda bircok 6nemli kararin
verilerden anlamli sonuglar ¢ikarabilen makineler ve yapay zekd tarafindan verilmesi giiniimiizde
kullanilmakta ve giderek yayginlagmaktadir.

Makine 6grenme algoritmalar1 toplanan veriler ile ¢alismaktadir. Kurulan modellerin basarist biiyiik
oranda bu verilerin tam ve dogru olmasi ile miimkiin olabilmektedir. Verilerde, yanlis kayitlar ya da
rassal olarak meydana gelen eksik veriler siklikla karsilagilan bir durumdur. Kayip veri olmasi
durumunda istatistiksel temellere dayanan makine Ogrenme algoritmalarimin  sonuglart
etkilenebilmektedir [1]. Eksik verinin tamamlanmasi ile ilgili farkli yaklagimlar mevcuttur. Bunlardan
en temel olanlan eksik verinin yerine ortalama, medyan ya da mod gibi istatistiksel verilerin
kullanilmasi, bir énce ve bir sonraki verinin kaydirilmasi ya da eksik veri kaydinin silinmesidir [2].
Eksik veri problemi ¢oziildiikten sonra belirlenmesi gereken bir diger 6nemli husus ise verilerin
Olgeklenmesidir. Veri Olceklenmesi oOzellikle Ozniteliklerin farkli deger araliklarinda oldugu
durumlarda daha da 6nem kazanmaktadir. Ornegin bir veri setinde yas ya da kilo gibi degiskenler ile
sigara icip igmeme durumu, bir dokuya ait Sl¢ii verisi farkli araliklarda yer alabilir ve bu farkli aralik
durumu algoritmalarin bagarisini etkileyebilir. Bu yiizden verilerin 6lgeklendirilmesi gerekmektedir ve
bu noktada farkli 6lgekleme yaklagimlari bulunmaktadir. Bu yaklasimlar; Min-Max, Medyan ve Z-
Score gibi yaklagimlardir [3].

Hepatoselliiler karsinom (HCC) hastaligi karaciger organinda oldukca sik karsilagilan bir kanser
cesididir. Erkeklerde en sik goriilen 5. ve kadinlarda ise en sik goriilen 7. tiimordiir. Ayrica diinyada en
stk goriilen dordiincii kanser tiirlidiir ve karaciger kanserlerinin %80°nini olusturmaktadir. Tip II
diyabet, obezite ve alkol tiiketimi bu kanser tiiriiniin ortaya ¢ikmasinda onemli faktore sahiptir.
Boylesine dnemli bir hastaligin son yillarda diyabet ve alkol tiiketiminin artmasina bagli olarak
gorililme sikliginin artabilecegi géz 6niinde bulundurulmalidir.

HCC hasathigina yonelik olarak gerek tip alaninda gerekse makine 6grenmesi ve veri modellemesi
noktasinda bir¢ok calisma bulunmaktadir. Bu ¢alismalar 6zellikle eksik veri ve veri Olgeklemesi
konularinda olmasi bakimindan incelenerek sunulmustur. Hepatitis C viriisii tarafindan uyarilan HCC
hasligina yonelik olarak eksik verilerin Beklenti Maksimizasyonu, Markov Zinciri Monte Carlo
(MCMC), Regresyon, ve Yordayict Ortalama Eslesme (predictive mean matching) eksik veri
tamamlama yontemleri kullanilmistir. Genellestirilmis Tahmin Denklemleri, Zaman Bagimli Cox
Regresyon, ve Birlesik Modelleme yontemleri istatistiksel ¢ikarim igin kullanilmistir. Sonug olarak
coklu veri tamamlama yontemlerinin eksik veriler ile ¢ikarim yapmada daha etkili oldugunu
gostermislerdir [4]. HCC hastaligina yonelik olarak eksik verilerin tamamlanmasti igin 5 farkli yontem
medyan, mod, ortalama, karar agaci tabanli regresyon ve lineer regresyon uygulamislar ve sonug
olarak karar agaci tabanli regresyon yonteminin daha basarili oldugunu tespit etmislerdir [5]. Kayip
veriler ile gereginden fazla Oznitelik olmasi durumuna yonelik olarak yeni bir ydntem Onerilen
caligmada 0.9879 smiflama bagarisi elde edilmistir [6]. Zincir Denklemleri Algoritmasinda ¢ok
degiskenli veri tamamlama yonteminin tanitildigi c¢alismada Onerilen yontemin etkinligi kalp
hastaliklart ve HCC veri seti lizerinden gosterilmistir [7]. Hastalar arasindaki farkliliklar1 dikkate
alarak makine 0grenmesine dayali yeni bir 6rnekleme yonteminin onerildigi ¢alismada ise eksik veri
tamamlama 6n igleme siirecinde kullanilmig ve yontemin etkinligi gosterilmistir [8].
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HCC hastaligi disinda literatiirde veri dlcekleme ile eksik veri tamamlama iizerinde calismalar
bulunmaktadir. Ozellikle seker hastaliginda hastaneye geri yatis olasiliginin tahmin edildigi ¢aligmada
veri Olgekleme ve 6znitelik mithendisligi 6n islem adimlar1 uygulanarak model basarisinda ciddi artis
saglanmustir [9]. Yagis miktarinin tahmin edildigi c¢alismada ise eksik veri tamamlama ve
normalizasyon yoOntemlerinin 0n isleme adiminda kullanilmasi ile farkli siniflandiricilar {izerinde
basarili oldugu gosterilmistir [10]. Dis ortam kirliliginin ciddi 6liimlere neden oldugu ve partikiil
maddelerin tespit edilmesi noktasinda veri 6n isleme adimlarinin etkililigi aragtirilmistir. Bu baglamda
Oznitelik se¢imi, boyut azaltisi, veri 6lgekleme ve eksil veri tamamlama adimlart uygulanarak partikiil
tahmininde iyilestirmeler gerceklestirilmistir [11]. Gen ifade profilleri i¢in veri 6n isleme adimlarinin
basarisini inceleyen calismada ise log2 ve Z-Score normalizasyon yontemleri farkli eksik veri
tamamlama yOntemlerinin makine Ogrenmesi yoOntemleri lzerindeki etkileri incelenmistir [12].
Parkinson hastaliginin tahmininde eksik veri olmast durumunda Copulas teorisini kullanarak eksik
veri tamamlama yontemi Onerilmis ve bu yontem 7 farkli eksik veri tamamlama ydntemi ile
karsilagtirilarak sonuglar verilmistir [13]. Eksik verilerin tamamlanmas ile ilgili merkez noktalar ve en
yakin komsulara dayali yeni bir paradigmanin 6nerildigi ¢alismada ise z-skor degerleri temel alinarak
eksik veriler tamamlanmig sonuglar verilmistir [14]. Calisma [15] ise missing value olarak bilinen
kayip veri olmasi durumunda bu verilerin tamamlanmasinin PV jeneratorlerinin tahmini tizerindeki
etkisini incelemistir. Bu calismalar da farkli Olgekleme ve kayip veri tamamlama noktasinda
yontemlerin performanslar1 karsilastirilmistir. Caligma [16]’da farkli 6lgekleme ve normalizasyon
islemlerinin makine Ogrenmesi algoritmalarinin sonuglarini nasil degistirdigi gosterilmistir. Hava
durumu tahmini iizerinde gerceklestirilen c¢aligmada normalize etmenin Yapay Sinir Aglan
performansini ciddi anlamda degistirebildigi gosterilmistir.

Fakat literatiirde 6lgekleme islemleri ve eksik veri tamamlama islemlerinin birlikte degerlendirilerek
makine d6grenmesi algoritmalarina etkisinin incelenmedigi goriilmektedir. Kanser hastaligi gibi 6nemli
bir hastalik veri seti iizerinde hem veri Olcekleme hem de eksik veri tamamlama islemlerinin
algoritmalar tizerindeki etkisinin goOsterilmesi noktasinda literatiire katki saglamak amaci ile bu
caligma gergeklestirilmistir.

Il. YONTEM

Bu c¢alismada Portekiz’de University Hospital tarafindan toplanan ve UCI veri tabanindan ulasilan
HCC Survival Data Set kullamlmistir. Veri tabaninda 49 6znitelik ve 165 6rnek yer almaktadir. Kayip
veri igeren bir veri setidir. Eksik veriler tiim veri setinin yaklasik %10’unu olusturmaktadir. Bagimli
degisken olan hastalarin yasayip yasamadigini ifade eden degisken ise ‘class’ degiskeni binary olarak
kodlanmustir.

Caligma kapsaminda izlenilen yontem Sekil 1’de gosterilmistir.
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*Veri seti igerisinde 49 adet dznitelik olmasindan dolay1 Oncelikle Ileri Secim

ek Oznitelik Segme Yontemi kullanilarak veriyi temsil edecek degisken kiimesi
zniteli

v segilir.
secimi )
\
*Veri setinde yer alan eksik veriler silme, ortalama ve regresyon yontemleri
Eksik veri kullanilarak tamamlanir ve ayri veri setleri olarak kaydedilir.
tamamlama y

*Farkli yontmelerle eksik verisi tamamlanmis 3 farkli veri setinin her birisine
standart, min-max ve robust 6l¢ekleme teknikleri kullanilarak verisetleri normalize

Oloekdeme ve | o djjr ve kaydedilir.

normalizasyon J
~\
+Olgekleme edilen 9 farkl: veri setine Destek Vektor Makinalari, Rassal Orman ve
per'}/'ori]e;nﬂ Yapay Sinir Aglar1 algoritmalar1 uygulanarak performans 6l¢iilmesi yapilir.
olgtlmesi J

Sekil 1. Calisma kapsaminda izlenilen yol.

A. OZNITELIK SECiMi

Veri setinde 49 adet degisken olmasi nedeniyle dncelikle 6znitelik se¢im islemi uygulanmistr.
Oznitelik segimi i¢in ileri Se¢im (Frorward Selection) ydntemi kullamlmistir. Bu ydntemin segilme
nedeni ise simiflandirma iglemlerinde oldukg¢a yiiksek basari gostermesidir [17]. Bagimli degisken ile
ilgili olan en 6nemli degisken ile model baslar. Yani baslangicta sadece bir degisken vardir modelde.
Diger degiskenler modele sirasiyla eklenir. Eger eklenen degisken modelin performansinda artig
sagliyorsa modele dahil edilir. Biitiin degiskenler bu yolla kontrol edilerek model son halini alir. Ileri
secim yontemi ile secilen 6znitelikler ve bu 6zniteliklere ait eksik veriler Tablo 1°de gosterilmistir.

Tablo 1. fleri secim yontemi ile secilen oznitelikler ve bu ézniteliklere ait eksik veri degerleri

Secilen degiskenler Eksik veri sayisi
46.Bil 44

2.Sym 18

42.Prot 11

41.Alk 3

1.Gen 0

B. EKSIK VERi TAMALAMA

Secilen degiskenler kullanilarak yeni bir veri seti olusturulmustur. Bu veri setine oncelikle eksik veri
tamamlama islemi uygulanmistir. Eksik veri tamamlama yaklagimlarimdan silme, ortalama ve
regresyon yontemleri kullanilarak 3 farkli veri seti elde edilmistir. Silme isleminde veri setinden eksik
veri bulunan gozlem satir1 veri setinden ¢ikarilir. Ortalama yonteminde ise eksik verinin bulundugu
gozlem ilgili 6zniteligin ortalamasi ile tamamlanir. Regresyon yonteminde ise eksik veri tam olan
veriler ile kurulan regresyon yontemi ile tamamlanir [2].
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C. OLCEKLEME

Eksik verileri tamamlanmig veri setlerine sonraki asamada Olgekleme iglemi uygulanmistir. Elde
edilen 3 farkli veri setine 3 farkli 6lgekleme yoOnteminin uygulanmasi ile 9 farkli veri seti elde
edilmistir. Caligmalarda siklikla kullanilan standart, min-max ve robust 6lgekleme yontemleri veri
setlerine uygulanmustir [13], [18].

Min-max olgekleme: Esitlik 1’de verilen bu yontemde veriler 0-1 araligina indirgenir. Verinin
dagiliminda herhangi bir degisiklik olmaz.

X’ — Xi— Xmin (]_)
Xmax—Xmin

X : 6lgeklenen edilmis 6znitelik

Xmin :Ozniteligin en kiiciik degeri

Xmax : Ozniteligin en biiyiik degeri

Standart Olgekleme: Esitlik 2°de verilen bu yontemde-dznitelik degerleri ortalamasindan ¢ikarilarak
standart sapmasina boliinme yolu ile dlgeklenir. Oznitelik deger araliginda bir sinir olmamasina
ragmen genellikle degerlerin -3 ve +3 araliginda oldugu goriiliir.

Xi— Uuj (2)
o

X =
X : 6lgeklenen edilmis dznitelik
u;: Ozniteligin ortalamasi

o: Ozniteligin standart sapmasi

Robust Olgekleme: Esitlik 3’de verilen bu ydntem ise veride ozellikle aykiri deger bulunmasi
durumunda daha kullanighdir. Ciinkii ortalama yerine medyan degerini ve deger aralif1 yerine ise
kartil araligin1 kullanir. Kartil araligi IQR (Interquartile Range) olarak bilinir ve 1. ve 3. Kartil araligi
arasindaki farka gore olgekleme yapilir [2].

x = Xizmedyan (3)
P75~ P25

X : 6lceklenen edilmis dznitelik
medyan:Ozniteligin medyan
p7s: Ozniteligin 3. Kartil degeri

p2s: Ozniteligin 1. Kartil degeri
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D. SINIFLANDIRMA ALGORITMALARI

Ug farkli 6lgekleme ve i farkli eksik veri tamamlama yontemi ile HCC veri setinden dokuz farkli veri
seti elde edilmistir. Bu dokuz farkli veri setine makine 6grenmesi calismalarinda siklikla kullanilan ii¢
farkli algoritma uygulanmistir. Algoritmalarin basart 6l¢iimlerinde hiperparametre optimizasyonu
yapilmamig varsayilan degerler kullanilmistir. Burada eksik veri tamamlama ve Olgekleme
yaklagimlarinin performans sonuglarina nasil etki ettigi iizerine odaklanilmistir. Calismada Yapay
Sinir Aglari, Destek Vektor makinalari ve Rassal Orman algoritmalarinin kullanilma sebebi 6zellikle
veri normalizasyonu ve eksik veri ile ilgili ¢aligmalarda bu yontemlerin tercih edilmesidir.

E. SINIFLANDIRMA BASARISI iCIN KULLANILAN OLCUMLER

Siniflandirma algoritmalarinin performansinin dl¢iilmesinde Esitlik 4-7 arasinda gosterilen ifadeler
yardimi ile hesaplanan F1 skoru, kesinlik, duyarlilik ve dogruluk 6l¢tileri kullanilmaktadir.

Dogruluk = (TP+TN)/(TP+TN+FN+FP) (&)
Kesinlik = TP/(TP+FP) (5)
Duyarlilik = TP/(TP+FN) (6)
F1 = (2*Kesinlik*Duyarlik)/(Kesinlik+Duyarlik) (7)

Burada TP dogru pozitif (True Positives), TN dogru negatif (True Negatives), FP yanlis pozitif (False
Positives) ve FN yanlig negatif (False Negatives) degerlerini gostermektedir.

Veri setinde bulunan eksik verilerin ortalama yontemi ile doldurulmasi sonrasinda uygulanan
6lcekleme yontemlerinin performans lizerindeki etkisi Tablo 2-4’de verilmigtir.

1. BULGULAR

Veri setinde bulunan eksik verilerin ortalama yontemi ile doldurulmasi sonrasinda uygulanan
Olcekleme yontemlerinin performans tizerindeki etkisi Tablo 2-4’de verilmistir.

Tablo 2. Eksik veri tamamlama i¢in ortalama, dlgekleme i¢in standart digekleme yontemi kullaniimasi

Algoritma Kesinlik Duyarhhk Dogruluk F1

Destek Vektor 0,683 0,841 0,663 0,754
Rassal Orman 0,711 0,842 0,684 0,765
Yapay Sinir Ag1 0,722 0,786 0,678 0,749

Tablo 3. Eksik veri tamamlama i¢in ortalama, dlgekleme i¢in min-max yontemi kullanilmasi

Algoritma Kesinlik Duyarhhk Dogruluk F1

Destek Vektor 0,675 0,862 0,661 0,751
Rassal Orman 0,711 0,842 0,685 0,767
Yapay Sinir Agi 0,681 0,863 0,666 0,756
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Tablo 4. Eksik veri tamamlama icin ortalama, dl¢ekleme icin Robust Olgekleme yontemi kullanilmast

Algoritma Kesinlik Duyarhhik Dogruluk F1

Destek Vektor 0,629 0,912 0,612 0,741
Rassal Orman 0,705 0,843 0,679 0,763
Yapay Sinir Ag1 0,711 0,814 0,678 0,755

Tablo 2-4 incelendiginde veri setinde bulunan eksik verilerin ortalama yontemi ile doldurulmasi
sonrasinda yapilan 6l¢ekleme yontemlerinin makine 6grenmesi yontemleri {izerinde ciddi farkliliklar
yaratmadigi gozlemlenmistir. F1 skoru dlgiitiine gore en yiiksek basari eksik verilerin ortalama ile
doldurulmast durumunda min-max 6l¢ekleme yonteminden elde edilmistir.

Veri setinde bulunan eksik verilerin silme yontemi ile doldurulmasi sonrasinda uygulanan dlgekleme

yontemlerinin performans iizerindeki etkisi Tablo 5-7’de verilmistir.

Tablo 5. Eksik veri tamamlama igin silme, dl¢ekleme icin standart 6l¢ekleme yontemi kullanilmasi

Algoritma Kesinlik Duyarhhk Dogruluk F1
Destek Vektor 0,742 0,64 0,649 0,669
Rassal Orman 0,683 0,704 0,631 0,68
Yapay Sinir Ag1 0,717 0,67 0,661 0,682

Tablo 6. Eksik veri tamamlama i¢in silme, ol¢ekleme igcin min-max yontemi kullaniimasi

Algoritma Kesinlik Duyarhhk Dogruluk F1
Destek Vektor 0,716 0,601 0,639 0,646
Rassal Orman 0,683 0,704 0,631 0,68
Yapay Sinir Ag1 0,689 0,584 0,592 0,611

Tablo 7. Eksik veri tamamlama icin silme, élcekleme igin Robust Olcekleme yontemi kullaniimas:

Algoritma Kesinlik Duyarhhk Dogruluk F1
Destek Vektor 0,576 0,912 0,572 0,7
Rassal Orman 0,683 0,704 0,631 0,68
Yapay Sinir Ag1 0,66 0,616 0,6 0,62

Tablo 5-7 incelendiginde veri setinde bulunan eksik verilerin silinmesi yontemi ile doldurulmasi
sonrasinda yapilan dl¢ekleme yontemlerinin makine dgrenmesi yontemleri bazi farkliliklar yarattig
gozlemlenmistir. Ornegin Destek Vektér Makinalar1 algoritmasinda robust élcekleme yontemi
kullanilirsa dogruluk % 57 olurken, aynm1 yontem standart 6l¢ekleme kullanildiginda % 65 basar
gosterebilmektedir. Ayni1 durum kesinlik degeri i¢in de ortaya ¢ikmustir. Fakat F1 skor degerlerinde
birbirine yakin sonuglar ortaya ¢ikmustir.

Veri setinde bulunan eksik verilerin regresyon yontemi ile doldurulmasi sonrasinda uygulanan
olgekleme yontemlerinin performans {izerindeki etkisi Tablo 8-10°da verilmistir.
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Tablo 8. Eksik veri tamamlama i¢in regresyon, ol¢ekleme igin standart olgekleme yontemi kullanilmasi

Algoritma Kesinlik Duyarhhik Dogruluk F1
Destek Vektor 0,668 0,844 0,642 0,742
Rassal Orman 0,677 0,836 0,648 0,743
Yapay Sinir Ag1 0,7 0,794 0,66 0,74

Tablo 9. Eksik veri tamamlama i¢in regresyon, ol¢ekleme icin min-max yontemi kullaniimasi

Algoritma Kesinlik Duyarhhik Dogruluk F1

Destek Vektor 0,651 0,909 0,642 0,756
Rassal Orman 0,677 0,836 0,648 0,743
Yapay Sinir Agi 0,661 0,831 0,636 0,733

Tablo 10. Eksik veri tamamlama icin regresyon, dlcekleme icin Robust Olgekleme yontemi kullanilmast

Algoritma Kesinlik Duyarhhk Dogruluk F1

Destek Vektor 0,625 0,932 0,612 0,746
Rassal Orman 0,677 0,836 0,648 0,743
Yapay Sinir Agi 0,686 0,80 0,654 0,738

Tablo 8-10 incelendiginde veri setinde bulunan eksik verilerin regresyon yontemi ile doldurulmasi
sonrasinda yapilan Olgekleme yontemlerinin makine O6grenmesi yoOntemleri iizerinde &zellikle
duyarlilik anlaminda ciddi iyilestirmeler oldugu goriilmektedir.

V. SONUC

Bu ¢alismanin amaci veri madenciligi ¢aligmalarinda veri 6n isleme siirecinde kullanilan eksik veri
tamamlama ve veri 6lgekleme yontemlerinin makine 6grenmesi algoritmalar1 performansina etkisinin
incelenmesidir. Bu inceleme i¢in HCC kanser tiirii i¢in olusturulmus bir veri seti kullanilmustir.

Caligmada bir veri seti ilizerinde veri On isleme asamalarinda farkli yaklasimlar kullanmanin farkli
sonuglar verecegi gosterilmistir. Literatiirde farkli 6l¢ekleme ya da normalizasyon tekniklerinin
algoritmalar {izerinde farkli sonuglar verecegini gosteren c¢alismalarla bu sonuglar benzerlik
gostermektedir [13], [18]. Benzer sekilde eksik veri tamamlama ydntemlerinin algoritmalarin
performansim etkileyebilecegini gosteren calisma sonuglart ile bu caligmada elde edilen bulgular
benzerlik gostermektedir [1], [2], [20], [21].

Veri seti lizerinde en bagarili smiflandirma isleminin eksik verilerin ortalama yontemi ile
tamamlanmasi ve sonrasinda min-max Ol¢ekleme isleminin yapilmasi ile edildigi goriilmiistiir. Bu
sonuclar insan beynindeki anomalilerin tespitinde eksik veri ile ¢alisilmasinda ortalama yonteminin
etkisini gosteren ¢aligma ile benzerlik gdstermektedir [22]. Bu calismada ortalama ile eksik veri
tamamlama yontemi en iyi sonucu vermistir fakat literatlirde farkli yaklagimlarin daha basarili oldugu
da gosterilmistir [16], [23], [24].

Ayrica ¢aligmada eksik verilerin silinmesi durumunda ol¢ekleme yaklasimlarinin bazi performans
degerlerinde ciddi degisiklik gosterebilecegi tespit edilmistir. Bu durum &zellikle robust dlgekleme
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durumunda basariy1 azaltirken, standart 6l¢ekleme durumunda ise basarida artirici bir etki olarak
ortaya ¢gikmustir.

Makine 6grenme algoritmalarinin performansi agisindan bakildiginda eksik veri tamamlama ve veri
olgeklemede farkli yaklasimlar kullanilsa da genel olarak Rassal Orman algoritmasinin yapay sinir
aglar1 ve Destek Vektor Makinalari algoritmasina gore daha basarili sonuglar verdigi tespit edilmistir.
Bunun yaninda literatiirde benzer sonuglar veren calismalar bulunmaktadir [25]-[27]. Fakat baz
caligmalar bu sonuglar desteklememektedir [28], [29]. Bu calismalarla sonuglarin desteklenmeme
nedeni bu aragtirmada eksik veri ve Olcekleme yaklasimlari ile algoritmalarin performansinin
incelenmesi fakat diger ¢aligmalarin veri seti {izerinde direk olarak ¢aligilmasi olabilir.

Veri 0n isleme stireci 6zellikle veri bilimi ve makine 6grenmesi calismalarinda cok onemli bir yere
sahiptir. Bu asamada yapilan her islem ¢alismanin seyrini 6nemli derecede degistirebilir. Bu ¢alismada
da veri 6n isleme agsamasinda uygulanan farkli yaklasimlarin sonuglari ne derecede degistirebilecegi
gosterilmistir. HCC kanser veri seti ilizerinde ti¢ farkli eksik veri tamamlama yontemi ile {i¢ farkli
Olgekleme yonteminin ii¢ farkli makine Ogrenmesi algoritmasimin performansimin degistirdigi
gbzlemlenmistir.

Bu baglamda veri bilimi ve makine 6grenmesi alaninda yapilacak calismalarda veri on isleme

asamasinda bulunan farkl1 yaklasimlar1 yar1 ayr1 denemeleri ve en iyi performansi gosteren yaklagimin
sec¢ilmesinin uygun olacagi sonucuna vartlmistir.
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